
Optymalizacja nieliniowa

Cz¦±¢ II. Optima funkcji wielu zmiennych bez ogranicze«

• Metody gradientowe

• Metody bezgradientowe (bezpo±rednich poszukiwa«)



WPROWADZENIE

Zadania optymalizacji to najcz¦±ciej zagadnienia wielowymiarowe,

w których funkcje celu s¡ funkcjami wielu zmiennych, tzn.

f : Rn → R.

Metody optymalizacji wielowymiarowej mo»na podzieli¢ na me-

tody gradientowe i metody bezgradientowe.

Metody bezgradientowe wykorzystuj¡ jedynie informacje o war-

to±ci funkcji celu. Niektóre z nich do swojego dziaªania nie po-

trzebuj¡ nawet zaªo»enia o ci¡gªo±ci.

Metody gradientowe potrzebuj¡ natomiast zaªo»enia nie tylko

o ci¡gªo±ci, ale i o ró»niczkowalno±ci funkcji celu w caªej prze-

strzeni Rn.
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METODY GRADIENTOWE

Metody gradientowe w swoim dziaªaniu wykorzystuj¡ informacje

o gradiencie i hesjanie funkcji celu oraz o wielko±ciach z nimi

zwi¡zanych.

Przypomnienie. Gradientem funkcji f : Rn → R w punkcie x =

(x1, x2, . . . , xn) nazywamy wektor pochodnych cz¡stkowych wzgl¦-

dem ka»dej zmiennej, tzn.

∇f(x) =

[
∂f(x)

∂x1
,
∂f(x)

∂x2
, . . . ,

∂f(x)

∂xn

]T
.

2



Gradient ∇f(x) wskazuje kierunek najwi¦kszego wzrostu funk-

cji. Natomiast wektor −∇f(x) wskazuje kierunek najwi¦kszego

spadku analizowanej funkcji i jest to wªasno±¢ wykorzystywana

przez wszystkie algorytmy gradientowe.

Dªugo±¢ wektora gradientu w punkcie x jest miar¡ nachylenia

(stromo±ci) wykresu funkcji f (okre±la szybko±¢ wzrostu warto±ci

w danym kierunku).
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Ogólny algorytm metod gradientowych

Niech dana b¦dzie ró»niczkowalna funkcja celu f : Rn → R, której
minimum poszukujemy.

Wi¦kszo±¢ metod gradientowych wykorzystuje ten sam schemat

dziaªania, mianowicie dla danego punktu x(i) (przybli»enia szu-

kanego minimum uzyskanego w i-tej iteracji) wyznaczamy

- kierunek dalszych poszukiwa« d(i),

- dªugo±¢ kroku h(i), który nale»y wykona¢ zgodnie ze znalezio-

nym wcze±niej kierunkiem.

Pozwala to wyznaczy¢ kolejne przybli»enie szukanego minimum

za pomoc¡ wzoru:

x(i+1) = x(i) + h(i)d(i).

Powy»szy schemat jest powtarzany a» do uzyskania zadanej do-

kªadno±ci (warunku stopu).
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Ze wzgl¦du na sposób doboru kroku, metody optymalizacji dzieli

si¦ na staªokrokowe (dªugo±¢ kroku staªa w ka»dej iteracji) i zmien-

nokrokowe (dªugo±¢ kroku optymalizowana w ka»dej iteracji).

Optymalizacja dªugo±ci kroku odbywa si¦ na zasadzie minima-

lizacji warto±ci funkcji celu wzdªu» kierunku poszukiwa«, tzn.

minimalizacji funkcji

g(α) = f(x(i) + αd(i)).

Dla wyznaczonego minimum α∗ przyjmujemy wówczas

h(i) = α∗.
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Uwaga. Zauwa»my, »e funkcja g jest funkcj¡ jednej zmiennej.

Oznacza to, »e minimalizacj¦ funkcji celu wzdªu» kierunku poszu-

kiwa« mo»emy wykona¢ za pomoc¡ jednej z metod optymalizacji

jednowymiarowej.

Uwaga. Metody gradientowe s¡ zazwyczaj szybciej zbie»ne ni»

metody bezgradientowe. Jednak»e w sytuacjach, w których brak

jest opisu analitycznego funkcji i gradient musi by¢ obliczany nu-

merycznie, bardziej efektywne mo»e okaza¢ si¦ stosowanie metod

bezgradientowych.
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Metoda Cauchy'ego najwi¦kszego spadku

Niech dana b¦dzie ró»niczkowalna funkcja celu f : Rn → R, której
minimum poszukujemy.

Metoda Cauchy'ego jest najprostsz¡ metod¡ optymalizacji wie-

lowymiarowej wykorzystuj¡c¡ informacj¦ o gradiencie. Algorytm

tej metody wynika wprost z wªasno±ci gradientu mówi¡cej, »e

wektor −∇f(x) wyznacza kierunek, w którym warto±ci funkcji f

malej¡ najszybciej.

W metodzie najwi¦kszego spadku wektor kierunku, w i-tej itera-

cji,wyznaczamy ze wzoru:

d(i) = −∇f(x(i)).
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Zgodnie z ogólnym algorytmem metod gradientowych, ci¡g ko-

lejnych przybli»e« szukanego minimum wyznaczamy ze wzoru

x(i+1) = x(i) − h(i)∇f(x(i)), i = 0,1,2, . . . ,

gdzie x(0) jest wybranym punktem startowym (pierwszym przy-

bli»eniem).

Dªugo±¢ kroku h(i) mo»e by¢ optymalizowana w ka»dej iteracji

(metoda zmiennokrokowa) lub mo»e by¢ staªa w ka»dej (metoda

staªokrokowa).
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Uwaga. Metoda staªokrokowa, nazywana równie» metod¡ gra-

dientu prostego, jest prostsz¡ wersj¡ metody Cauchy'ego. Mo»e

ona jednak nie by¢ zbie»na, gdy» wykonywanie kroków o staªej

dªugo±ci nie zawsze przynosi spadek warto±ci funkcji celu w ko-

lejnych iteracjach.

Na korzy±¢ metody gradientu prostego przemawia fakt, »e usta-

lona z góry dªugo±¢ kroku, powoduje, »e nie musimy wykonywa¢

dodatkowych oblicze« zwi¡zanych z poszukiwaniem minimum na

kierunku.

Uwaga. Metoda Cauchy'ego zmiennokrokowa jest zazwyczaj

szybciej zbie»na.
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Uwaga. Wektory kierunkowe d(i) wyznaczane w kolejnych ite-

racjach zmiennokrokowej metody Cauchy'ego s¡ wzajemnie pro-

stopadªe. Mianowicie, je»eli przyjmiemy oznaczenie

g(α) = f(x(i) + αd(i)),

to wówczas

g′(α) =
n∑

j=1

∂f(x(i) + αd(i))

∂xj
d

(i)
j =

〈
∇f(x(i) + αd(i)),d(i)

〉
.

Po zoptymalizowaniu dªugo±ci kroku mo»emy napisa¢, »e

g′(h(i)) = 0

oraz

∇f(x(i) + h(i)d(i)) = ∇f(x(i+1)) = −d(i+1).

Co ostatecznie prowadzi do
〈
d(i+1),d(i)

〉
= 0.
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Uwaga. Staªokrokowa metoda najwi¦kszego spadku mo»e by¢

u»yta do optymalizacji funkcji jednej zmiennej.

Zalet¡ tej metody jest to, »e nie musimy ustala¢ wst¦pnego

przedziaªu poszukiwa«.

Wad¡ natomiast to, »e nie mamy wpªywu na poªo»enie kolejnych

przybli»e« i w zwi¡zku z tym nie mo»emy ustali¢ z góry potrzeb-

nej liczby iteracji (dªugo±¢ wektora hd mo»e by¢ du»a, nawet gdy

samo h jest maªe).
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Metoda Newtona

Schemat dziaªania metody Newtona jest podobny jak w meto-

dzie najwi¦kszego spadku, z tym »e poszukiwania prowadzone s¡

w innym kierunku. Wektor kierunkowy w i-tej iteracji obliczamy

wedªug wzoru:

d(i) = −H−1(x(i))∇f(x(i)),

gdzie H(x) oznacza macierz Hessego (hesjan) funkcji celu f

w punkcie x.

Z okre±lenia wektora kierunku wynika, »e aby mo»na byªo sto-

sowa¢ t¡ metod¦ hesjan musi by¢ okre±lony w ka»dym punkcie.

Co oznacza, »e musz¡ istnie¢ wszystkie pochodne cz¡stkowe dru-

giego rz¦du w ka»dym punkcie.
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Przypomnienie. Hesjanem (macierz¡ Hessego) funkcji f : Rn → R
w punkcie x = (x1, x2, . . . , xn) nazywamy macierz drugich po-

chodnych (je»eli istniej¡) funkcji f w punkcie x, tzn.

H(x) =



∂2f(x)

∂x2
1

∂2f(x)

∂x1∂x2
· · ·

∂2f(x)

∂x1∂xn
∂2f(x)

∂x2∂x1

∂2f(x)

∂x2
2

· · ·
∂2f(x)

∂x2∂xn
... ... . . . ...

∂2f(x)

∂xn∂x1

∂2f(x)

∂xn∂x2
· · ·

∂2f(x)

∂x2
n


.
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Uwaga. We wzorze na wektor kierunkowy H−1(x) oznacza ma-

cierz odwrotn¡ hesjanu. Metoda dziaªa poprawnie, gdy jeste±my

w stanie obliczy¢ H−1(x(i)). A to ma miejsce wtedy, gdy hesjan

jest macierz¡ nieosobliw¡ w ka»dym z punktów x(i).

Uwaga. Metoda Newtona nie b¦dzie dziaªa¢ poprawnie, je»eli

- hesjan H(x(i)) jest macierz¡ nieodwracaln¡,

- gradient ∇f(x(i)) = 0.

Obydwa warunki oznaczaj¡, »e kierunku poszukiwa« dla i-tej ite-

racji nie da si¦ ustali¢.

Uwaga. Metoda Newtona jest metod¡ staªokrokow¡ z krokiem

h = 1. Istnieje mo»liwo±¢ optymalizacji dªugo±ci kroku w ka»dej

iteracji, w wy»ej opisany sposób - procedura nosi wtedy nazw¦

metody Newtona-Raphsona.
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Metody gradientów sprz¦»onych

Metody gradientów sprz¦»onych narodziªy si¦ jako antidotum na

podstawow¡ wad¦ metod Cauchy'ego i Newtona. Mianowicie

obie te metody w i-tej iteracji, minimalizuj¡ funkcj¦ f w kierunku

d(i) a w kolejnej iteracji w kierunku d(i+1), nie zachowuj¡c jednak

optymalno±ci wzgl¦dem poprzedniego kierunku. Metody gradien-

tów sprz¦»onych, optymalizuj¡c funkcj¦ celu w kierunku d(i+1)

bior¡ pod uwag¦ optymalno±¢ wzgl¦dem poprzedniego kierunku.
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W metodach gradientów sprz¦»onych kierunki poszukiwa« wy-

znacza si¦ wedªug zasady:

d(0) = −∇f(x(0)),

d(i+1) = −∇f(x(i+1)) + β(i+1)d(i), gdzie

- w metodzie Fletchera-Reevesa:

β(i+1) =
∇f(x(i+1))T∇f(x(i+1))

∇f(x(i))T∇f(x(i))
=

(‖∇f(x(i+1))‖2)2

(‖∇f(x(i))‖2)2
;

- w metodzie Polaka-Ribiere'a:

β(i+1) =
∇f(x(i+1))T

(
∇f(x(i+1))−∇f(x(i))

)
∇f(x(i))T∇f(x(i))

;

- w metodzie Hestenesa-Stiefela:

β(i+1) =
∇f(x(i+1))T

(
∇f(x(i+1))−∇f(x(i))

)
(
d(i)

)T (
∇f(x(i+1))−∇f(x(i))

) .
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Metody quasi-newtonowskie

W metodzie Newtona wektor kierunku obliczany jest w ka»dym

kroku jako iloczyn odwrotno±ci hesjanu przez gradient. W za-

stosowaniach praktycznych obliczanie odwrotno±ci macierzy Hes-

sego mo»e by¢ skomplikowane i pracochªonne.

W metodach quasi-newtonowskich odwrotno±¢ hesjanu jest za-

st¡piona jego pewn¡ aproksymacj¡. Wektor kierunku optymali-

zacji dany jest wzorem:

d(i) = −V (i+1)∇f(x(i)),

gdzie V (i) jest symetryczn¡ i dodatnio okre±lon¡ macierz¡ kwa-

dratow¡ przybli»aj¡c¡ odwrotno±¢ hesjanu funkcji celu f , tzn.

V (i+1) ≈ H−1(x(i)). Ró»nice mi¦dzy metodami polegaj¡ na od-

miennym sposobie wyznaczania macierzy V (i).
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Przypomnienie. Macierz kwadratow¡ A nazywamy symetryczn¡,

gdy zachodzi AT = A.

Macierz kwadratow¡ A nazywamy dodatnio (ujemnie) okre±lon¡,

je»eli dla ka»dego wektora x 6= 0 zachodzi xTAx > 0 (xTAx < 0).
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De�nicja. Niech dana b¦dzie macierz kwadratowa stopnia n

A =

 a11 · · · a1n
... . . . ...
an1 · · · ann

 .
Wyznacznikami Sylvestera dla macierzy A nazywamy liczby ∆1, . . .∆n,

gdzie

∆i = det

 a11 · · · a1i
... . . . ...
ai1 · · · aii


dla i = 1,2, . . . , n.
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Twierdzenie Sylvestera. Niech b¦dzie macierz kwadratowa A

stopnia n oraz niech ∆1, . . .∆n b¦d¡ jej wyznacznikami Sylve-

stera. Zachodz¡ nast¦puj¡ce warunki:

- macierz A jest dodatnio okre±lona wtedy i tylko wtedy, gdy

∆i > 0 dla i = 1,2, . . . , n;

- macierz A jest ujemnie okre±lona wtedy i tylko wtedy, gdy

(−1)i∆i > 0 dla i = 1,2, . . . , n.
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Metoda Davidona-Fletchera-Powella (DFP)

W metodzie Davidona-Fletchera-Powella macierz V wyznaczamy

rekurencyjnie przyjmuj¡c:

V (0) = I,

gdzie I oznacza macierz jednostkow¡, a nast¦pnie

V (i+1) = V (i) +A(i) +B(i),

gdzie macierze A(i) oraz B(i) obliczane s¡ nast¦puj¡co:

A(i) =
r(i)

(
r(i)

)T
(
r(i)

)T
s(i)

, B(i) = −
V (i)s(i)

(
s(i)

)T
V (i)(

s(i)
)T
V (i)s(i)

,

przy czym

s(i) = ∇f(x(i))−∇f(x(i−1)), r(i) = x(i) − x(i−1).
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Uwaga. Zauwa»my, »e

r(0) = x(0) − x(−1).

Zatem, aby rozpocz¡¢ proces iteracyjny potrzebujemy dwóch

punktów x(0) i x(−1). W praktyce przyjmujemy x(−1) jako punkt

startowy, a punkt x(0) otrzymujemy wykonuj¡c jeden krok innej

metody, np. najwi¦kszego spadku.

Uwaga. Proces iteracyjny mo»emy rozpocz¡¢ od macierzy V (0)

innej ni» jednostkowa. Nale»y przy tym pami¦ta¢, aby przyj¦ta

macierz V (0) byªa symetryczna i dodatnio okre±lona.
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Metoda Broydena-Fletchera-Goldfarba-Shanno (BFGS)

W metodzie Broydena-Fletchera-Goldfarba-Shanno macierz V
wyznaczamy rekurencyjnie przyjmuj¡c:

V (0) = I, V (i+1) = V (i) + (1 + C(i))A(i) +D(i),

gdzie macierze A(i), B(i) i D(i) obliczane s¡ nast¦puj¡co:

A(i) =
r(i)

(
r(i)

)T
(
r(i)

)T
s(i)

, C(i) =

(
s(i)

)T
V (i)s(i)(

r(i)
)T
s(i)

,

D(i) = −
r(i)

(
s(i)

)T
V (i) + V (i)s(i)

(
r(i)

)T
(
r(i)

)T
s(i)

przy czym

s(i) = ∇f(x(i))−∇f(x(i−1)), r(i) = x(i) − x(i−1).
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Uwaga. Szczegóªy dotycz¡ce punktów startowych i pocz¡tkowej

macierzy V s¡ identyczne jak dla metody DFP.
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METODY BEZGRADIENTOWE

(bezpo±rednich poszukiwa«)

Metody bezgradientowe poszukuj¡ minimum funkcji celu bazu-

j¡c jedynie na porównywaniu jej warto±ci w wybranych punktach.

Ró»nice mi¦dzy metodami polegaj¡ na doborze punktów w któ-

rych testowane s¡ warto±ci funkcji.
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Metoda Hooke'a-Jeeves'a

Metoda Hooke'a-Jeeves'a jest jedn¡ z najprostszych metod bez-

gradientowych optymalizacji wielowymiarowej. Kierunki poszu-

kiwa« w tej metodzie s¡ zgodne w wersorami ukªadu wspóªrz¦d-

nych i s¡ niezmienne w caªym procesie poszukiwa«, natomiast

dªugo±ci kroków wyznaczane s¡ na zasadzie prostych zale»no±ci.

Metoda Hooke'a-Jeeves'a nie jest typow¡ metod¡ iteracyjn¡,

gdy» nie da si¦ wskaza¢ momentu w którym ko«czy si¦ jedna

iteracja i zaczyna nast¦pna.

Metoda skªada si¦ z dwóch etapów: próbnego i roboczego. Al-

gorytm rozpoczyna dziaªanie w wybranym punkcie pocz¡tkowym

x, który nast¦pnie jest przeksztaªcany w kolejnych etapach.
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Etap próbny. Celem tego etapu jest zbadanie lokalnego za-

chowania si¦ funkcji w otoczeniu bie»¡cego punktu x, z którego

wykonujemy krok o wybranej dªugo±ci s, kolejno w ka»dym z kie-

runków ej bazy kanonicznej Rn, gdzie ej dla j = 1,2, . . . , n s¡

wersorami.

Celem etapu próbnego jest wyznaczenie tzw. punktu bazowego

xB dla etapu roboczego. Jako pocz¡tkowy punkt bazowy przyj-

mujemy x, tzn. xB = x.
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Dla ka»dego kierunku ej, gdzie j = 1,2, . . . , n prowadzimy nast¦-

puj¡ce rozumowanie:

- je»eli zachodzi f(xB + sej) < f(xB) (krok pomy±lny), to otrzy-

mujemy nowy punkt bazowy:

xB ← xB + sej;

- w przeciwnym wypadku (krok niepomy±lny) sprawdzamy czy

zachodzi f(xB − sej) < f(xB). Je»eli zachodzi to otrzymujemy

nowy punkt bazowy:

xB ← xB − sej.
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Je»eli etap próbny nie przynosi poprawy warto±ci funkcji celu

w »adnym kierunku (warto±ci nie zmniejszaj¡ si¦), w stosunku do

warto±ci w pocz¡tkowym punkcie bazowym (tzn. punkt bazowy

pozostaje bez zmian), wówczas zmniejszamy krok poszukiwa«

s, tzn. przyjmujemy s ← αs, gdzie α ∈ (0,1). Nast¦pnie etap

próbny jest powtarzany z now¡ dªugo±ci¡ kroku.

W przypadku, gdy etap próbny ko«czy si¦ znalezieniem nowego

punktu bazowego, stary punkt bazowy z pocz¡tku etapu ozna-

czamy xB.

Uwaga. Etap próbny ko«czy si¦, gdy poszukiwanie byªo po-

my±lne w chocia» jednym z kierunków, tzn. zostaª znaleziony

nowy punkt bazowy lub na skutek skracania dªugo±ci kroku, jego

dªugo±¢ jest mniejsza ni» zadana dokªadno±¢ oblicze«.
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Etap roboczy. Etap rozpoczyna si¦ w bie»¡cym punkcie bazo-

wym. Wyznaczamy kolejny punkt wedªug wzoru:

x = xB + (xB − xB) = 2xB − xB,
w którym wykonujemy pojedynczy krok etapu próbnego. W przy-

padku kroku niepomy±lnego nie zmniejszamy dªugo±ci kroku i nie

kontynuujemy, ale pozostajemy w punkcie x. Dalej post¦pujemy

wedªug zasady:

- je»eli punkt zwrócony w przeprowadzonym etapie próbnym

przynosi zmniejszenie warto±ci funkcji celu w stosunku do war-

to±ci w ostatnim punkcie bazowym, znaleziony punkt staje si¦

nowym punktem bazowym dla którego ponownie wykonujemy

etap roboczy;

-je»eli punkt zwrócony w przeprowadzonym etapie próbnym nie

przynosi zmniejszenia warto±ci funkcji celu w stosunku do f(xB),
wracamy do punktu bazowego dla którego rozpoczynamy peªny

etap próbny.
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Metoda sympleksowa Neldera-Meada

Metoda sympleksowa Neldera-Meada dziaªa na zasadzie porów-

nywania warto±ci funkcji celu jednocze±nie w kilku wybranych

punktach (innych dla ka»dej iteracji). Wybrane punkty s¡ wierz-

choªkami sympleksu.

Przypomnienie. Sympleksem n-wymiarowym o n + 1 wierzchoª-

kach x1,x2, . . . ,xn+1 nazywamy najmniejszy zbiór wypukªy za-

wieraj¡cy te punkty, przy czym zbiór {xj − x1 : 2 6 j 6 n} musi

skªada¢ si¦ z wektorów liniowo niezale»nych.

Uwaga. W przestrzeni R2 sympleksem jest dowolny trójk¡t,

a w przestrzeni R3 dowolny czworo±cian.
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Zgodnie z ide¡ metody Neldera-Meada, startowy sympleks jest

przeksztaªcany za pomoc¡ pewnych elementarnych operacji geo-

metrycznych nazywanych: odbiciem, ekspansj¡, zaw¦»eniem i re-

dukcj¡. W wyniku ka»dej z nich �najgorszy� wierzchoªek sym-

pleksu (w którym warto±¢ funkcji celu jest najwi¦ksza) jest za-

st¦powany przez inny - �lepszy�. W ten sposób kolejne sympleksy,

coraz lepiej lokalizuj¡ lokalne minimum badanej funkcji.

Procedura dziaªa iteracyjnie i ko«czy dziaªanie, je»eli ró»nica mi¦-

dzy najwi¦ksz¡ i najmniejsz¡ warto±ci¡ w wierzchoªkach aktual-

nego sympleksu jest nie wi¦ksza od przyj¦tej dokªadno±ci.
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Rozwa»my funkcj¦ f : Rn → R unimodaln¡ w minimum. W prze-

strzeni Rn sympleks ma n+ 1 wierzchoªków: x1,x2, . . . ,xn+1.

Algorytm w ka»dej iteracji rozpoczyna dziaªanie od

1) uporz¡dkowania wierzchoªków sympleksu (aktualizacja indek-

sów) zgodnie ze wzrostem warto±ci funkcji celu, tzn.

f(xi) 6 f(xi+1),

co oznacza, »e w x1 funkcja przyjmuje najmniejsz¡ warto±¢,

a w xn+1 - najwi¦ksz¡;

oraz

2) wyznaczenia ±rodka ci¦»ko±ci sympleksu (z wyª¡czeniem naj-

gorszego wierzchoªka xn+1), wedªug wzoru:

xb =
1

n

n∑
i=1

xi.
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Procedura wykorzystuje trzy dodatnie parametry α, β, γ speªnia-

j¡ce warunki: α ∈ (0,1], β < 1 i γ > 1, b¦d¡ce wspóªczynnikami

odbicia, zaw¦»enia i ekspansji. Standardowo i dla zapewnienia

dobrej zbie»no±ci przyjmuje si¦ α = 1, β = 0.5 i γ = 2.

Algorytm w ka»dej iteracji stara si¦ poprawi¢ lokalizacj¦ najgor-

szego punktu xn+1, tzn. poszukuje punktu który daje mniejsz¡

warto±¢ funkcji celu. Poszukiwanie tego punktu prowadzone jest

na prostej przechodz¡cej przez punkty xb i xn+1 i jest realizowane

w nast¦puj¡cych krokach:
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Krok 1. Odbicie. Wyznaczamy punkt

xr = (1 + α)xb − αxn+1

b¦d¡cy odbiciem punktu xn+1 wzgl¦dem punktu xb. Je»eli

f(xr) < f(x1),

to przechodzimy do kroku 2, w przeciwnym wypadku do kroku 3.

Krok 2. Ekspansja. Warto±¢ w punkcie xr jest mniejsza ni» war-

to±¢ w najlepszym wierzchoªku, co sugeruje dalsze poszukiwania

w tym kierunku. Wyznaczamy punkt

xe = γxr + (1− γ)xb,

oddalony γ razy dalej od punktu xb ni» punkt xr. Je»eli

f(xe) < f(xr),

to wierzchoªek xn+1 zast¦powany jest przez xe, a w przeciwnym

wypadku przez xr.
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Krok 3. Je»eli

f(xr) < f(xn+1),

to wierzchoªek xn+1 zast¦powany jest przez xr, a w przeciwnym

wypadku przechodzimy do kroku 4.

Krok 4. Zaw¦»enie. Wyznaczamy punkt

xc = (1− β)xn+1 + βxb.

Je»eli

f(xc) < f(xn+1),

to wierzchoªek xn+1 zast¦powany jest przez xc, a w przeciwnym

wypadku przechodzimy do kroku 5.
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Krok 5. Redukcja. Krok ten jest wykonywany, gdy nie udaªo

si¦ znale¹¢ punktu o mniejszej warto±ci ni» f(xn+1). W takiej

sytuacji wszystkie punkty s¡ przybli»ane do najlepszego zgodnie

ze wzorem:

xi ← (1− β)x1 + βxi, i = 2,3, . . . , n+ 1.

Procedura dziaªa iteracyjnie powtarzaj¡c powy»sze kroki do mo-

mentu kiedy ró»nica mi¦dzy najwi¦ksz¡ i najmniejsz¡ warto±ci¡

w wierzchoªkach sympleksu staje si¦ mniejsza lub równa od za-

ªo»onej dokªadno±ci.
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